264 Dhani, A.A., et.al.: Perbaikan Akurasi Random Forest Dengan ANOVA dan
SMOTE Pada Klasifikasi Data Stunting

Perbaikan Akurasi Random Forest Dengan ANOVA Dan
SMOTE Pada Klasifikasi Data Stunting

Ari Ahmad Dhani?, Taghfirul Azhima Yoga Siswa?", Wawan Joko Pranoto®

123program Studi Teknik Informatika, Universitas Muhammadiyah, Kalimantan Timur
Email: 12011102441090@umkt.ac.id, "tay758@umkt.ac.id, *wjp337@umkt.ac.id

(Naskah masuk: 3 Jun 2024, direvisi: 21 Jun 2024, diterima: 22 Jun 2024)

Abstrak

Stunting terus menjadi isu kesehatan masyarakat yang kritis di Indonesia, khususnya di Kota Samarinda yang mencatat
prevalensi sebesar 25,3% pada tahun 2022, menjadi yang tertinggi kedua di Provinsi Kalimantan Timur. Di tengah prioritas
nasional untuk riset 2020-2024, penggunaan data mining untuk klasifikasi stunting memperlihatkan potensi yang signifikan
namun tetap menghadapi tantangan dalam menangani data berdimensi tinggi dan ketidakseimbangan kelas. Penelitian ini
bertujuan untuk meningkatkan akurasi klasifikasi stunting menggunakan metode Random Forest (RF) yang diintegrasikan
dengan seleksi fitur ANOVA dan teknik SMOTE untuk menyeimbangkan kelas. Data yang digunakan dalam penelitian ini
bersumber dari Dinas Kesehatan Kota Samarinda, meliputi 26 Puskesmas dengan 21 atribut dan total 150.466 record. Teknik
validasi yang dipakai adalah cross-validation k =10. Hasil menunjukkan peningkatan akurasi dari 98,83% menjadi 99,77% naik
sebesar 0,94% setelah penerapan seleksi fitur ANOVA. Fitur ZS TB/U, ZS BB/U, dan BB/U diidentifikasi sebagai yang paling
berpengaruh. Peningkatan ini menunjukkan efektivitas integrasi metode dalam mengatasi masalah stunting pada dataset yang
kompleks dan tidak seimbang, ini diharapkan dapat mendukung kebijakan dan intervensi kesehatan lebih lanjut di kawasan
tersebut.

Kata kunci: Klasifikasi, Random Forest, ANOVA, SMOTE, High Dimensional

Improving the Accuracy of Random Forest with ANOVA and SMOTE
on Stunting Data Classification

Abstract

Stunting continues to be a critical public health issue in Indonesia, particularly in Samarinda City, which recorded a prevalence
of 25.3% in 2022, the second highest in East Kalimantan Province. Amidst the national research priorities for 2020-2024, the
use of data mining for stunting classification shows significant potential but still faces challenges in handling high-dimensional
data and class imbalance. This study aims to improve stunting classification accuracy using the Random Forest (RF) method
integrated with ANOVA feature selection and SMOTE technique for class balancing. The data used in this study were sourced
from the Samarinda City Health Office, encompassing 26 health centers with 21 attributes and a total of 150,466 records. The
validation technique used is cross-validation k = 10.. The results show an accuracy increase from 98.83% to 99.77%, an
increase of 0.94%, after applying ANOVA feature selection. The features ZS TB/U, ZS BB/U, and BB/U were identified as the
most influential. This increase demonstrates the effectiveness of the method integration in addressing the stunting problem in
complex and imbalanced datasets and is expected to support further health policies and interventions in the area.
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I. PENDAHULUAN

Stunting merupakan permasalahan serius yang menjadi
prioritas riset nasional tahun 2020-2024. Berdasarkan data
Kementerian Kesehatan tahun 2022, prevalensi stunting pada
anak Indonesia di bawah lima tahun sebesar 21,6% [1]. Di
Kota Samarinda, prevalensi stunting tertinggi kedua setelah
Kabupaten Kutai Kartanegara di Kalimantan Timur dengan
25,3% [2]. Stunting pada anak balita dapat menyebabkan
masalah kesehatan jangka panjang dan menghambat
perkembangan  kognitif,  sehingga  penting  untuk
mengembangkan strategi penggunaan data mining untuk
klasifikasi status stunting.

Penelitian sebelumnya menggunakan berbagai algoritma
untuk klasifikasi stunting, seperti Random Forest, Support
Vector Machine, KNN, Neural Network, dan Naive Bayes.
Penelitian yang pernah dilakukan sebelumnya menunjukkan
akurasi baik menggunakan Naive Bayes dan SVM dengan
akurasi 90% [3]. Namun, penelitian tersebut menggunakan
data berdimensi rendah yang rentan terhadap overfitting dan
sulit diinterpretasikan [4]. Dalam penelitian [5] menunjukkan
bahwa algoritma seperti Random Forest, SVM, Logistic
Regression, Neural Network, dan Naive Bayes mengalami
penurunan performa dengan data berdimensi tinggi.

Data berdimensi tinggi memiliki banyak atribut yang
meningkatkan kompleksitas model, risiko overfitting, dan
kesulitan visualisasi data [4]. Model seperti Random Forest,
SVM, Logistic Regression, Neural Network, dan Naive Bayes
cenderung mengalami penurunan performa dengan data
berdimensi tinggi [5] Oleh karena itu, strategi reduksi dimensi
dan pemilihan fitur diperlukan. Pemilihan fitur membantu
model fokus pada fitur-fitur yang paling relevan.

Ketidakseimbangan kelas terjadi ketika jumlah sampel
dari satu kelas jauh lebih banyak atau lebih sedikit
dibandingkan dengan kelas lainnya [6] Dalam konteks
stunting, hal ini dapat menyebabkan bias pada model. Untuk
mengatasi masalah ini, teknik oversampling dan
undersampling digunakan untuk menyeimbangkan kelas.

Algoritma  klasifikasi pada penelitian ini akan
menggunakan Random Forest (RF), hal ini berdasarkan
penelitian yang dilakukan oleh Gebeye [5], [7]-[9] dimana RF
memiliki performa terbaik jika dibandingkan dengan
algoritma Support Vector Machine (SVM), Logistic
Regression (LR), Neural Network, Naive Bayes, linear
discriminant analysis (LDA), k-nearest neighbors (k-NN),
eXtreme Gradient Boosting (Xg boost) dan classification And
Regresion Tree (CART) terkait Klasifikasi data stunting.
Seleksi fitur juga digunakan dalam klasifikasi stunting seperti
ANOVA vyang diterapkan untuk menemukan atribut yang
paling relevan, yang terbukti dapat meningkatkan akurasi
39% untuk decision tree dan 26% untuk KNN [10]. Selain itu
pada penelitian lain yang melakukan komparasi penggunaa
seleksi fitur ANOVA terhadap algoritma klasifikasi
mendapatkan kenaikan akurasi 0.8% menjadi 94.1% untuk
Random Forest dengan tingkat akurasi paling tinggi
dibandingkan dengan algoritma klasifikasi lainnya [11],
kemudian terdapat ketidakseimbangan kelas yang ditemukan
dalam penelitian [12], hal tersebut akan mempengaruhi

performa model yang dibangun, oleh karena itu penelitian ini
juga akan menggunakan teknik Synthetic Minority Over-
sampling  Technique  (SMOTE) untuk  mengatasi
ketidakseimbanan kelas [13].

Penelitian ini akan menggunakan metode Random Forest,
ANOVA untuk seleksi fitur, dan SMOTE untuk mengatasi
ketidakseimbangan kelas. Data stunting berasal dari Dinas
Kesehatan Kota Samarinda Tahun 2023. Atribut pada dataset
mencakup Nama, JK, Berat, Tinggi, LiLA, BB/U, ZS BB/U,
TB/U, ZS TB/U, BB/TB, ZS BB/TB, Naik Berat Badan, Jml
Vit A.

Il. TINJAUAN PUSTAKA

Penelitian tentang klasifikasi stunting pada anak balita
telah banyak dilakukan oleh para peneliti terdahulu dengan
menggunakan berbagai metode. Seperti dalam penelitian [5]
yang menggunakan model Logistic Regression, Random
Forest , Support Vector Machine , Neural Network, dan Naive
Bayes untuk memprediksi defisiensi mikronutrien pada anak
di Ethiopia. Penelitian ini menggunakan metode pemilihan
fitur Recursive Feature Elimination (RFE) dan menemukan
bahwa Random Forest memiliki performa terbaik dengan
AUROC sebesar 80,01% dan akurasi 72,41% pada data
pengujian.

Pada penelitian stunting di Bangladesh dengan
mengaplikasikan Random Forest dan Classification And
Regresion Tree (CART), ditemukan bahwa Random Forest
memiliki akurasi 70,1% dan 72,4% dalam memprediksi
stunting dan underweight, sementara CART memiliki akurasi
68,7% dan 70,5%. Random Forest juga menunjukkan
sensitivitas dan AUC yang lebih tinggi dibandingkan CART
[8].

Pada penelitian malnutrisi  menggunakan pendekatan
optimasi Gray Wolf Optimization (GWO) untuk pemilihan
fitur dengan model Random Forest dalam Kklasifikasi
malnutrisi. Hasilnya menunjukkan bahwa konfigurasi Search
Agent (SA) dengan nilai SA=50 memberikan akurasi tertinggi
sebesar 74%, melampaui konfigurasi SA=5 dengan akurasi
65% dan SA=20 dengan akurasi 70%. Teknik pemilihan fitur
berkontribusi positif dalam meningkatkan akurasi klasifikasi
[14].

Pada penelitian  stunting di  Zambia dengan
membandingkan performa model LR, RF, NB, SVM, dan
eXtreme Gradient Boosting (XgBoost), ditemukan bahwa
Random Forest adalah algoritma paling akurat dengan skor
akurasi 79% pada pengujian dan 61,6% pada data latih,
sementara Naive Bayes memiliki Kinerja terburuk [9].

Pada  penelitian  stunting di  Kenya dengan
membandingkan algoritma Random Forest dan Elastic Net
dalam mengidentifikasi faktor risiko stunting pada anak di
Kenya. Random Forest menunjukkan performa lebih baik
dengan akurasi 83,94% dibandingkan Elastic Net yang
memiliki akurasi 80,76%. Kedua algoritma ini telah
dikombinasikan dengan metode SMOTE dan pemilihan fitur
Least Absolute Shrinkage and Selection Operator (Lasso)
untuk meningkatkan akurasi klasifikasi. Berdasarkan hasil
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penelitian, sebagian besar variabel informatif menurut
Random Forest dan Elastic Net adalah serupa [13].

Penelitian ini akan menggunakan algoritma Random
Forest yang sering kali menunjukkan performa lebih baik
dibandingkan dengan metode lain dalam memprediksi
stunting dan malnutrisi pada anak balita, terutama ketika
dikombinasikan dengan teknik pemilihan fitur dan
penanganan ketidakseimbangan kelas. Namun, sebagian besar
penelitian sebelumnya menggunakan data dengan dimensi
yang berbeda dan teknik pemilihan fitur yang beragam.
Kombinasi Random Forest dengan seleksi fitur ANOVA dan
teknik SMOTE secara bersamaan bertujuan untuk
meningkatkan akurasi klasifikasi stunting dengan menangani
tantangan data berdimensi tinggi dan ketidakseimbangan
kelas secara lebih efektif. Dengan demikian, penelitian ini
diharapkan dapat memberikan kontribusi baru dalam
pemanfaatan teknik data mining untuk Klasifikasi stunting
pada anak balita, serta memberikan dasar yang lebih kuat
untuk pengambilan keputusan dan intervensi yang lebih tepat
dalam mengatasi masalah stunting.

111. METODE PENELITIAN

Penelitian ini bertujuan untuk mengembangkan sebuah
metodologi yang terstruktur dan terorganisir dengan baik
untuk memastikan bahwa proses penelitian dilaksanakan
secara konsisten dan teratur. Teknik analisis data yang akan
digunakan telah dirancang untuk mengikuti alur kerja yang
sistematis, yang akan diuraikan dalam alur penelitian pada

Gambar 1 berikut:
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A. Pengumpulan Data
Tahapan awal pada penelitian ini adalah melakukan
perhaman pada data, dimulai dari pengumpulan data lalu

dilanjutkan dengan proses data preparation atau persiapan data
kasus Stunting. Data yang digunakan berasal dari Dinas
Kesehatan Kota Samarinda yang memiliki 21 kolom dengan
19 atribut dan 1 atribut sebagai label.

B. Data Preprocessing
Pada tahapan ini akan memiliki 4 tahapan, yaitu data
selection, data cleaning, data transformation dan data
balancing. Data yang digunakan berasal dari data Dinas
Kesehatan Kota Samarinda dengan proses persiapan sebagai
berikut :
1. Data Selection
Proses ini dilakukan untuk memilihan data secara manual
untuk menentukan fitur atau atribut yang relevan untuk
digunakan.
2. Data Cleaning
Proses ini bertujuan untuk membersihkan data yang yang
tidak memiliki nilai dan terduplikasi yang akan
mempengaruhi kinerja algortiam yang digunakan.
3. Data Transformation
Proses ini bertujuan untuk mengubah nilai atribut yang
berupa kategorikal menjadi bentuk numerik melalui
prosedur data mining sehingga data memiliki distribusi
yang sesuai
4. Data Balancing
Proses ini bertujuan untuk menyeimbangkan distribusi
kelas dalam data menggunakan teknik seperti
Oversampling untuk memastikan model tidak bias
terhadap kelas mayoritas.

C. Pembagian Data

Sebelum memulai proses pemodelan, dataset akan dibagi
menjadi dua bagian utama: data latih dan data uji. Data latih
digunakan untuk membangun model, sementara data uji
digunakan untuk mengevaluasi kinerja model. Penelitian ini
menggunakan teknik K-Fold Cross Validation, yang
diimplementasikan melalui library sklearn.model_selection
dengan fungsi cross_val_score pada Python. Teknik ini
membagi data menjadi 10 segmen sesuai dengan parameter
Cv=10, sehingga setiap segmen secara bergiliran berperan
sebagai data latih dan data uji. Dengan nilai k=10, eksperimen
dijalankan sebanyak 10 kali, dan nilai rata-rata dari semua hasil
pengujian diambil sebagai indikator untuk mendapatkan hasil
yang lebih presisi dan akurat, membantu menghindari
overfitting atau underfitting [15].

D. Pembuatan Model

Dalam penelitian ini, dataset akan dibagi menjadi data latih
dan data uji. Data latih digunakan untuk membentuk model,
sedangkan data uji digunakan untuk mengevaluasi model.
Penelitian ini menggunakan metode K-Fold Cross Validation
dengan parameter Cv=10, yang membagi dataset menjadi 10
bagian yang sama. Model yang dipilih untuk Kklasifikasi
Stunting di Kota Samarinda adalah Random Forest. Berikut
langkah-langkahnya:

I(y) = argmaxc( 3., _ In(y) =€) @
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1. Pembentukan Model:

a) Dataset dibagi menjadi beberapa subset menggunakan
K-Fold Cross Validation (K=10).

b) Model Random Forest dibuat menggunakan
RandomForestClassifier dari scikit-learn.

c) Pada setiap fold, dataset dibagi menjadi data latih dan
uji, model dilatih menggunakan data latih lalu evaluasi
dilakukan dengan data uji.

d) Skor akurasi dan confusion matrix dihitung untuk
setiap fold menggunakan cross_val score dan
confusion matrix dari scikit-learn.

e) Rata-rata skor akurasi dan confusion matrix dari semua
fold dihitung dan ditampilkan.

2. Seleksi Fitur:

a) Menggunakan ANOVA untuk menentukan atribut yang
signifikan terhadap variabel yang akan diklasifikasi.

b) Nilai F-Score dihitung untuk setiap fitur, menunjukkan
variansi antar fitur dan dalam kelompok.

¢) Fitur dengan nilai F tertinggi dipilih menggunakan
SelectKBest untuk membuat subset fitur yang akan
digunakan dalam model.

F= variz'mce bet'we'en groups (2)
variance within groups
. Tn; (¥;_ V)2
Variance between groups = 2.2 0i- 1 (3)

(k-1)

k ni 72
o120, (Vij-7)

Variance within groups = ) 4

Keterangan :
n;  =Jumlah sampel di grup ke-i
Y, = Rata-rata sampel di grup ke-i
Y  =Rata-rata total sampe
k  =Jumlah grup
n  =Jumlah total sampel

Hasil seleksi fitur digunakan untuk memilih fitur dengan
pengaruh tinggi dan varian terendah untuk dataset akhir.

E. Evaluasi

Ditahapan evaluasi akan dilakukan pengukuran akurasi
dari algoritma yang digunakan dengan kualitas data training
serta akan diuji dengan menggunakan teknik Confusion
Matrix.

| ~ TP + TN
CeUracy = Tp ¥ TN + FP + FN

x 100% 5)

Keterangan :

TP (True Positive) : Jumlah data point berlabel yes yang
nilainya diidentifikasi benar.

: Jumlah data point berlabel no yang
nilainya diidentifikasi salah.

: Jumlah data point berlabel yes yang
nilai sebenarnya diidentifikasi
salah

: Jumlah data point berlabel no yang
nilai sebenarnya teridentifikasi
benar

TP (True Negative)

FP (False Positive)

FN (False Negative)

IV. HASIL DAN PEMBAHASAN

Berdasarkan hasil penelitian yang telah dilakukan, tujuan
utama adalah untuk mengevaluasi kinerja algoritma Random
Forest dengan tambahan metode SMOTE dan ANOVA dalam
klasifikasi penyakit Stunting di Kota Samarinda,
menggunakan metrik utama seperti akurasi. Akurasi
memberikan wawasan mengenai efektivitas algoritma dalam
mengklasifikasi Stunting.

A. Data Selection

Pada tahapan ini, akan dilakukan pengambilan data dengan
memililih fitur atau atribut yang relevan untuk digunakan pada
penelitian, sedangkan fitur yang dianggap tidak relevan akan
dihilangkan (Tabel 1). Data awal yang didapatkan dari Dinas
Kesehatan Kota Samarinda memiliki 21 kolom, lalu
didapatkan 8 kolom yang dianggap tidak relevan untuk
digunakan dalam mengklasifikasikan stunting pada anak.
Setelah dilakukan proses seleksi maka didapatkan 13 atribut
yang dijadikan fitur dan 1 atribut (TB/U) sebagai target atau
kelas.

B. Data Cleaning

Pada tahap ini, data yang digunakan akan melalui proses
pembersihan. Data awalnya berjumlah 150.466 record
sebelum dibersihkan. Proses pembersihan melibatkan
penghapusan data yang memiliki nilai #N/A (no value
available) serta data yang terduplikasi untuk mempertahankan
tanggal pengukuran terbaru. Proses ini dilakukan
menggunakan bahasa pemrograman Python dan library
Pandas, dengan fungsi dropna untuk menghapus baris yang
memiliki nilai hilang dan fungsi drop_duplicates untuk
menghapus baris yang merupakan duplikat. Setelah proses
pembersihan, terlihat bahwa jumlah data dengan nilai kosong
sudah tidak ada dan data yang tersisa setelah proses
pembersihan berjumlah 8.059 record seperti terlihat pada
Tabel 2.
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Tabel 1. Data Selection
. ZS ZS Naik Jml
Nama K Eft T'?g LILA  BBU BZB?U PeTr‘;"”lfgf‘;n TB/ BB/TB BB/ Berat Vit TB/U
9 9 u TB Badan A
y Dimas 9.01 0 Kuang -039 2023-01-02 -021 SO 039 o Nor
Aditya ' ' ' Baik ' mal
Siti Gizi Pen
2 Aisyah P 12 94 0 225 2023-00-02 209 g -146 © dek
Berat ..
g MAl L 801 69 0 Badan 053 2023-01-02 065 O 014 O Nor
Fatih Baik mal
Normal
1504  Muhamm Gizi Nor
66 ad Igbal L 2.09 49 Kurang 297 2023-12-29 248 g% -1.37 - mal
Tabel 2. Data Cleaning
. ZS ZS Naik Jml
Be Ting . ZS Tanggal .
Nama JK . LiLA BBU TB/ BB/TB BB/ Berat Vit TB/U
rat gi BB/U Pengkuran U B Badan A
A Faris Berat Gizi
128459 Wicakso L 9.07 78.0 16 Badan  -175 20231006 284 o 047 O 1 Pendek
no Normal
Berat Gizi
119828 AFathan L 15.00  107.0 17 Badan  -108 20231023 004 o 183 T 1 Normal
Normal
Berat Gizi
20569 AFaujan L 14.00  100.0 0 Badan -0.85 2023-02-07  -0.16 o -1.14 0O 1 Normal
Normal
. Eerat
112022 Zulkifli— 1506 1020 00 Badan -059 2023-10-03  -0.69 COZ 25 N 1 Normal
Abdi Normal Baik

C. Data Transformation

Pada tahapan ini dilakukan dengan proses konversi nilai-
nilai atribut yang kategorikal menjadi bentuk numerik, tahapan
ini perlu dilakukan karena dalam penggunaan library sklearn,
hanya bisa menerima atribut dengan tipe numerik. Beberapa
atribut yang ditransformasi meliputi jenis kelamin, naik berat
badan, berat badan menurut umur, dan berat badan menurut
tinggi badan (Tabel 3). Proses ini akan menggunakan library

scikit-learn dengan fungsi Label Encoder. Label Encoder
tersebut digunakan untuk mengubah teks atau data kategorikal
menjadi data numerik dalam satu kolom data secara otomatis
[16] Pada Tabel 4 tampilan data pada kolom atribut 'JK',
'‘BB/U', 'BB/TB', 'Naik Berat Badan' dan label 'TB/U' setelah
dilakukan transformasi data dimana data yang sebelumnya
berupa String di ubah menjadi Integer untuk memudahkan
proses klasifikasi.

Tabel 3. Data Sebelum Ditransformasi

JK BB/U BB/TB Naik Berat Badan TB/U
128459 L Berat Badan Normal Gizi Baik (6] Pendek
119828 L Berat Badan Normal Gizi Baik T Normal
20569 L Berat Badan Normal Gizi Baik (6] Normal
112025 L éerat Badan Normal éizi Baik N Normal
Tabel 4. Data Setelah Ditransformasi
JK BB/U BB/TB  Naik Berat Badan TB/U

128459 0 0 0 2 1

119828 0 0 0 3 0

20569 0 0 0 2 0

112022 0 0 0 4 0

D. Data Balancing

Pada tahapan terakhir preprocessing, ketidakseimbangan
kelas akan terjadi ketika jumlah atribut mengalami
ketidakseimbangan antara kelas mayoritas dan kelas minoritas.

Sehingga perlu melakukan data balancing menggunakan
modul python imblearn.over_sampling dengan mengimpor
fungsi SMOTE (sampling strategy) untuk melakukan
oversampling.
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7000

6000

=2
=]
=1

4000

Jumlah Data

@
a8

2000

1000

, I

0 1
Kelas

Gambar 2. Jumlah Kelas Sebelum Data Balancing

Pada Gambar 2 terdapat perbedaan jumlah kelas dimana
kategori tidak stunting (0) berjumlah 7.317 data dan kategori
stunting (1) berjumlah 742 data.

Jumlah Data Tidak Stunting dan Stunting
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Gambar 3. Jumlah Kelas Sesudah Data Balancing

Pada Gambar 3 menunjukkan perbandingan jumlah kelas
yang sudah seimbang antara kelas mayoritas dan kelas
minoritas setelah proses SMOTE dimana jumlah data kategori
tidak stunting (0) berjumlah 7.317 data dan kategori stunting
(1) berjumlah 7.317 data.

E. Implementasi Random Forest

Langkah pertama pada proses ini adalah meng-import
library panda dan menginisialisasikannya sebagai pd lalu
variabel data dibuat untuk menampung dataset menggunakan
fungsi pandas guna membaca data dalam format CSV.

1. import pandas as pd
2. data = pd.read_csv('datasetfixstunting.csv')
Kode 1. Memuat Dataset

Tahapan pengujian pemodelan melibatkan pembagian
data menggunakan 10 fold cross-validation, memisahkan
atribut fitur dan target yaitu Simbol. Pembagian data dilakukan
dengan K-Fold dari scikit-learn menggunakan random_state
untuk pengacakan. Pemodelan Random Forest dilakukan
dengan mengimpor RandomForestClassifier untuk membuat

model, serta library metrics, accuracy_score, dan
confusion_matrix ~ untuk  mengevaluasi  akurasi  dan
menampilkan confusion matrix. Program dijalankan untuk
melatih model, memprediksi data uji, dan menghitung akurasi
yang didapatkan.

1. from sklearn.model_selection import cross_val_score,
StratifiedKFold

2. from sklearn.ensemble import RandomForestClassifier

3. from sklearn.metrics import confusion_matrix,

accuracy_score, precision_score, recall_score, f1_score

import numpy as np

o s

# Perform cross-validation on the Random Forest
classifier with K=10

7. clf = RandomForestClassifier(max_depth=1,
random_state=42)

9. # Kode kfold Cross Validation

10. cv = StratifiedKFold(n_splits=10, shuffle=True,
random_state=42)

11. # Lists to store evaluation metrics for each fold

12.  conf_matrices =[]

13. accuracies =]

14. precisions =]

15. recalls=T{]
16. f1_scores =]
17.

18. for train_index, test_index in cv.split(X_imb, y_imb):

19. X _train, X_test = X_imb.iloc[train_index],
X_imb.iloc[test_index]

20. vy train,y test =y _imb.iloc[train_index],
y_imb.iloc[test_index]

21.

22.  # Train the model

23.  clffit(X_train, y_train)

24,

25.  # Predict on the test set

26. 'y pred = clf.predict(X_test)

217.

28. # Calculate evaluation metrics

29. conf_matrices.append(confusion_matrix(y_test,
y_pred))

30. accuracies.append(accuracy_score(y_test, y_pred))

31.

32.  # Print the evaluation metrics for each fold

33. fori, (conf_matrix, accuracy) in
enumerate(zip(conf_matrices, accuracies), 1):

34. print(f"Fold-{i}: Accuracy={accuracy}")

35.

36. # Print the average evaluation metrics

37.  print(")

38. print('Hasil Rata Rata’)

39. print(f*Average Accuracy: {np.mean(accuracies)}")

40.

41. # Calculate and print the average confusion matrix

42. avg_conf_matrix = sum(conf_matrices)

43. print("Average Confusion Matrix:")

DOI: 10.34148/teknika.v13i2.875

TEKNIKA, Volume 13(2), Juli 2024, pp. 264-272
ISSN 2549-8037, EISSN 2549-8045



270

Dhani, A.A., et.al.: Perbaikan Akurasi Random Forest Dengan ANOVA dan

SMOTE Pada Klasifikasi Data Stunting

44. print(avg_conf_matrix)
Kode 2. Permodelan Random Forest

Hasil pengujian menunjukkan bahwa model Random
Forest tanpa seleksi fitur ANOVA pada setiap fold, rata-rata
akurasi, dan confusion matrix. Dapat diperhatikan akurasi
rata-rata 98.83%, Sesuai dengan hasil dari perhitungan
confusion matrix yang juga menunjukkan akurasi tinggi
seperti terlihat pada Gambar 4. Selanjutnya, dilakukan
perbandingan akurasi setelah menggunakan ANOVA untuk
mengevaluasi peningkatan kinerja model.

Average Confusion Matrix Random Forest

True labels

0 1
Predicted labels

Gambar 4. Confusion Matrix Random Forest

7178 + 7285

7178 + 7285 + 139 + 32
= 98,83%

Accuracy = = 0,9883

F. Implementasi Random Forest dengan ANOVA

Tahap pertama adalah memanggil fungsi SelectKBest dan
f_classif dari library scikit-learn untuk melakukan seleksi fitur
ANOVA, kemudian menjalankan program untuk meng
identifikasi atribut yang berpengaruh dalam dataset.

1. from sklearn.feature_selection import SelectKBest,
f_classif

2.

3. # Menggunakan SelectKBest dengan ANOVA untuk

memilih fitur terbaik

selector = SelectKBest(score_func=f_classif)

X_selected = selector.fit_transform(x, y)

# Mengambil nilai F dan nama fitur dari SelectKBest
f_values = selector.scores_
features = x.columns

[E=Y
Soo~No o

11. # Membuat DataFrame dari fitur dan nilai F
12. import pandas as pd
13. df_f =pd.DataFrame({'Feature: features, 'F_Value"

f values})

14,

15. # Sorting DataFrame berdasarkan nilai F secara
ascending

16. df sorted = df f.sort values('F_Value',
ascending=False)

17.

18. # Membuat diagram bar untuk menampilkan nilai F
dari semua fitur

19. plt.figure(figsize=(12, 6))

20. plt.bar(df_sorted['Feature], df_sorted['F_Value,
color="skyblue")

21. plt.xlabel('Fitur’)

22. pltylabel('Nilai F")

23. plt.title('Perbandingan Nilai F dari Semua Fitur
(Ascending)")

24. plt.xticks(rotation=90)

25.  plt.show()

Kode 3. Seleksi Fitur ANOVA

Tabel 5. Hasil Perengkingan ANOVA

Atribut Nilai F Ranking
ZSTB/U 3091 1
ZS BB/U 975 2
BB/U 737 3
Tinggi 441 4
Berat 290 5
LiLA 32 6
ZS BB/TB 4 7
JK 8 8
BB/TB 4 9
Naik Berat Badan 3 10
Jml Vit A NaN 11

Pada hasil perangkingan atribut yang dapat dilihat pada
Tabel 5, maka ditentukan atribut yang akan digunakan adalah
atibut dengan ranking 1-6 sebagai atribut dalam permodelan
Random Forest karena memiliki nilai F yang tinggi sehingga
atribut pada pemodelan ini hanya 6 yaitu ZS TB/U, ZS BB/U,
BB/U, Tinggi, Berat, LiLA Selain itu, kolom "Jml Vit A" perlu
dihapus dari dataset karena library pandas membacanya
sebagai nilai NaN, yang tidak dapat diproses dalam pemodelan

1. x=data.drop(['Naik Berat Badan','BB/TB','TB/U','"JmlI
Vit A''ZS BB/TB','JK"],axis=1)
2. y=data[TB/U
Kode 4. Menghapus Atribut yang Kurang Berpengaruh

Setelah menghapus atribut yang kurang berpengaruh,
model algoritma Random Forest dijalankan kembali untuk
memeriksa perubahan dalam akurasi. Hasil pengujian
menunjukkan peningkatan, dengan akurasi rata-rata yang
mencapai 99,77%, sesuai dengan hasil dari perhitungan
confusion matrix sebesar 99,77% seperti terlihat pada Gambar
5.
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Average Confusion Matrix Random Forest

7000

5000

2000

True labels

Predicted labels

Gambar 5. Confusion Matrix Random Forest

Accuracy = 72847317
Y = J2sa+7317+0433

= 99,77%

= 0,9977

G. Pembahasan

Berdasarkan perbandingan akurasi pada Tabel 6 antara
model Random Forest (RF) dengan dan tanpa seleksi fitur,
terlihat bahwa model dengan seleksi fitur ANOVA cenderung
memberikan akurasi yang lebih tinggi dalam memprediksi
status "Naik". Dari 10 lipatan (folds) pada cross validation,
model RF dengan seleksi fitur ANOVA konsisten menunjukkan
peningkatan akurasi dibandingkan dengan model RF tanpa
seleksi fitur, hasil menunjukkan bahwa seleksi fitur ANOVA
tebutki efektif dalam meningkatkan kinerja RF dalam kasus
ini.

Tabel 6. Perbandingan Hasil Akurasi Pengujian Random

Forest
Fold Random Forest Random Forest Status
(Tanpa ANOVA) (Dengan ANOVA)
1 97,95% 99,66% Naik
2 98,84% 99,80% Naik
3 98,91% 99,86% Naik
4 98,91% 99,93% Naik
5 98,56% 99,66% Naik
6 99,18% 99,80% Naik
7 99,38% 99,80% Naik
8 98,91% 99,52% Naik
9 99,18% 99,86% Naik
10 98,50% 99,86% Naik

Tabel 7. Perbandingan Hasil Akurasi Rata-Rata Random

Forest
Random Forest Random Forest
(Tanpa ANOVA) (Dengan ANOVA)
98,83% 99,77%

Penelitian ini menggunakan data Stunting Kota Samarinda
periode tahun 2023, melalui tahapan data selection, data
cleaning, data integration, dan data balancing. Karena data
tidak seimbang, digunakan teknik oversampling SMOTE dan
k-fold cross validation (K=10) untuk membagi data menjadi

data latih dan uji. Seleksi fitur ANOVA mengidentifikasi fitur
ZS TB/U, ZS BB/U, BB/U, Tinggi, Berat, LiLA sebagai yang
paling berpengaruh terhadap Klasifikasi. Penelitian lain
menggunakan metode Relief juga menunjukkan pentingnya
fitur Tinggi, yang teridentifikasi sebagai salah satu dari dua
fitur terbaik yang meningkatkan akurasi k-nearest neighbor
menjadi 98,16% [17]. Selanjutnya pada penelitian yang
menggunakan metode Backward Elimination berhasil
mengidentifikasi 2 fitur terbaik, yaitu Tinggi dan Berat, yang
meningkatkan akurasi model Naive Bayes dari 53,50%
menjadi 92,54% [18]. Hasil penelitian pada Tabel 7
menunjukkan bahwa model Random Forest tanpa seleksi fitur
ANOVA mencapai akurasi rata-rata 98,83%. Dengan
menambahkan seleksi fitur ANOVA, akurasi meningkat
menjadi 99,77% naik 0,94%, menunjukkan bahwa seleksi fitur
ANOVA efektif dalam meningkatkan performa model Random
Forest dalam klasifikasi stunting.

V. KESIMPULAN

Penelitian ini menunjukkan bahwa penerapan seleksi fitur
ANOVA pada data stunting Kota Samarinda berhasil
mengidentifikasi enam fitur penting ZS TB/U, ZS BB/U,
BB/U, Tinggi, Berat, LiLA yang meningkatkan akurasi
algoritma Random Forest dari 98,83% menjadi 99,77% naik
0,94%, ketika dikombinasikan dengan metode oversampling
SMOTE. Hasil ini menyarankan potensi implementasi model
ini di berbagai wilayah dengan kondisi berbeda dan eksplorasi
lebih lanjut menggunakan metode seleksi fitur lain seperti Chi-
Square atau Information Gain untuk meningkatkan efektivitas
model klasifikasi stunting. Lebih lanjut, peningkatan skala data
dan pengembangan aplikasi untuk implementasi lapangan
dapat memaksimalkan pemanfaatan model dalam skrining
stunting secara real-time.
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